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1.はじめに	

		ジェスチャー分類とは動画像を入力とした分類問

題の一つで、本稿では人間の手の動作認識を扱う。

ロバストな学習モデルを作成するためのデータセッ

トとして THE	20BN-JESTER	DATASET[1]が公開されて

おり、これを使用することでハンドジェスチャーの

分類を行うことができる。ジェスチャー分類のモデ

ルを構築するために、Guangming	Zhu らは時系列情

報を畳み込んだニューラルネットワーク[3]を使用し

たアプローチで高精度な分類を可能としている。し

かし、彼らのアプローチでは、ネットワークそのも

のが複雑になり多くの計算量を伴う点や、ハイパー

パラメータの調整が困難となるなどの問題が残る。

ハンドジェスチャー分類では着目すべき対象が手の

領域と決まっているため、手の動きの情報だけで分

類ができると考えられる。	

		本稿では SSD[2]とオプティカルフローによる前処

理と XGBoost[4]及び CNN を組み合わせた手法を構成

し実験により検討する。SSD とオプティカルフロー

による前処理を行うことで入力に対して次元を圧縮

することができる。このことによって XGBoost のよ

うな分類器による学習が可能となり、ニューラルネ

ットワークのハイパーパラメータの調整に関する問

題の改善が見込める。	

2.検討手法	

2.1	SSD 及びオプティカルフローによって抽出され

るベクトルについて	

		本稿で検討する手法では初めに手の範囲を検出す

るために Single	Shot	MultiBox	Detector(SSD)[2]

を使用し手の範囲矩形を判別する。次に取得した手

の範囲矩形からオプティカルフローの追跡に必要な

特徴点を探索し以降、Lucas-Kanade 法[5]を用いて

これらの点を繰り返し追跡していき、各点の時間ご

との座標を抽出した上で、次元圧縮したデータを時

系列を加味した座標ベクトルとして扱う。	

		XGBoost[4]の学習では行を各動画番号、列を座標

ベクトルとした行列をテーブルデータとしてまとめ

入力に使用し、CNN の学習では座標ベクトルを、行

を座標、列を時間とする行列に変換し、これをグレ

ースケール画像として入力に使用する(図 1)。	

	

	
図	1	オプティカルフローによる抽出の流れ	

2.2	eXtream	Gradient	Boosting	(XGBoost)[4]	

		XGBoost とは、Gradient	Boosting と Random	

Forests を組み合わせたアンサンブル学習のアルゴ

リズムである。XGBoost の特徴には、高い柔軟性を

もつ木構造を構築すること、要素の欠損や、0 が多

いような偏ったデータについて予め分岐の方向を決

めるアルゴリズムを導入していることが挙げられ

る。前処理で抽出した座標ベクトルには欠損してい

るものや、座標をうまく追跡できなかったものがあ

るためそういったノイズを含んだテーブルデータに

対し XGBoost が有効であると考えた。XGBoost に基

づく以下の方法(図 2)を構成し、これを構成手法

(1)とする。	

構成手法(1)	

1. SSD とオプティカルフローによりベクトル

データを抽出する	

2. 特徴点の座標ベクトルをジェスチャーの正

解ラベル毎に 1 つのテーブルにまとめる	

3. ラベル付データセットに対し XGBoost で学

習させ、グリッドサーチを行いパラメータ

チューニングを行う	

2.3	畳み込みニューラルネットワーク(CNN)	

		深層学習の一つである CNN は畳み込み層とプーリ

ング層と呼ばれる部分的に結合された層と 1 層以上

の全結合層で構成される順伝播型ネットワークであ

る。畳み込み層とプーリング層では入力値に対して

特徴を抽出しその特徴量を計算し、全結合層で分類

を行いその確率を出力するモデルである。座標ベク

トルには欠損値などのノイズが含まれており、畳み

込みによって有益な特徴を抽出できると考えた。

CNN に基づく以下の方法(図 2)を構成し、これを構

成手法(2)とする。	

		構成手法(2)	

1. SSD とオプティカルフローによるベクトル

データを抽出する	

2. 抽出したベクトルをグレースケール画像と
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してみなす	

3. 画像をラベル情報を元に、CNN で学習させ

る。	

		

	
図	2	構成手法の流れ	

3.実験	

3.1	実験概要	

		実験に使用する THE	20BN-JESTER	DATASET[1]は 27

種類のハンドジェスチャーラベルがあり、各ラベル

には約 5000 のデータが用意されている。また、予

め各ジェスチャー動画を 12 フレームごとに静止画

としてサンプリングされている。	

		初めに、このデータセットに構成手法の前処理を

行う。本実験では 27 種類の中から「Swiping	Up」

「Swiping	Down」「Turning	Hand	Clockwise」

「Turning	Hand	Counterclockwise」「Stop	Sign」

の 5 つのハンドジェスチャー(図 4)を選択し簡単化

した問題を扱うこととした。前処理を含む 2 つの構

成手法で分類モデルを学習実験しモデル性能評価を

行う。	

	
図	3	5 つのハンドジェスチャー	

3.2	実験結果	

		表 1 に構成手法と分類精度を示す。次元数につい

て入力画像を 32×32 にリサイズすると仮定すると、

ベクトルでは元データに対して 1%の次元数、グレ

ースケール画像なら 2%の次元数で学習を行った事

となる。結果より手法(1)では 98.48%、手法(2)で

は 39.48%であった。XGBoost を用いた手法(1)では、

十分な分類精度を得ることができた。一方、手法

(2)では(1)に比べて大幅に精度が低い。その原因と

しては、CNN で吸収できると想定していた座標ベク

トルの欠損値などのノイズ(すなわち手が含まれな

い動画像など)が悪影響を及ぼしたと考えられる。	

		Guangming	 Zhu ら[3]は本稿とは異なる SKIG	 Data	

Set[6]	に対してジェスチャー分類実験を行っており

98.89%の精度を示した。実験では、データセットに

対して RGB 画像とセンサーにより奥行きをグレース

ケール化した画像の二つを入力として用いていた。

このことから動作対象を抽出し入力とすることは精

度の向上につながり、また動作対象から抽出する情

報は追跡座標以外にも必要であると考えられる。	
	 データ形式	 次元数	 分類精度	

前処理	+	

XGBoost	

特徴点の	

座標	

ベクトル	

1.2	×	107	 98.48%	

前処理	+	

CNN	

グレー	

スケール	

画像	

1.9	×	107	 39.48%	

	

表	1	性能評価	

4.まとめ	

		本稿では、ジェスチャー分類に対して SSD とオプ

ティカルフローを前処理とした機械学習手法を構成

しジェスチャー分類精度を検討した。構成手法は前

処理を通して情報量を削減していることから学習速

度の向上が期待できる。	

		今後は、手の追跡情報だけでなく背景差分法等の

画像処理による動体検出や、手だけでなく指等のよ

り細かい特徴の前提情報を組み込んだ抽出手法を考

察することで分類精度の向上を試みる。	
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